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RESUMEN 

Introducción: La radiografía de tórax es una herramienta ampliamente utilizada 

como ayuda diagnóstica ante la sospecha de patología pulmonar, sin embargo, 

requiere de estudio y preparación para una correcta interpretación. Al haber una, 

cada vez mayor, integración de la Inteligencia Artificial (IA) en las ciencias de la 

salud, entre ellas el diagnóstico por imagen, es necesario conocer qué tan 

precisa es esta herramienta para la detección de anormalidades, en 

comparación con radiólogos especialistas. El presente estudio de precisión 

diagnóstica retrospectivo evalúa la herramienta IA Chester v3.2 (prueba índice) 

frente a radiólogos y tomografía computarizada (TC) torácica como gold 

standard, teniendo un tamaño de muestra de 346 imágenes radiográficasde 

pacientes en emergencia/hospitalización del Hospital de Emergencias José 

Casimiro Ulloa (enero-marzo 2025), con intervalos de confianza (IC) de 95%. 

Pregunta de investigación: ¿Cuál es la sensibilidad y especificidad de la IA 

Chester v3?2 para detectar radiografías de tórax anormales en pacientes en 

emergencia/hospitalización del Hospital de Emergencias José Casimiro Ulloa, 

utilizando TC torácica interpretada por radiólogo torácico experto como gold 

standard? 

Métodos:  Criterios de inclusión: Rx de tórax + TC de tórax sin o con contraste 

≤24h; exclusión: baja calidad, estudios incompletos. Dos radiólogos (>5 años 

experiencia, cegados a IA/clínica) y radiólogo torácico (gold standard, cegado) 

interpretaron independientemente las imágenes usando Radiant. Análisis: 

sensibilidad/especificidad (IC95% Wilson), curva ROC (AUC), índice Youden, 

McNemar (IA vs radiólogos), Kappa interobservador. Como software estadístico 

se usará SPSS. 

Palabras clave: inteligencia artificial, radiografía torácica, tomografía 

computarizada espiral, tomógrafos computarizados por rayos x, sensibilidad y 

especificidad. 
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I. PREGUNTA DE INVESTIGACION 

¿Cuál es la sensibilidad y especificidad de la IA Chester v3?2 para detectar 

radiografías de tórax anormales en pacientes en emergencia/hospitalización del 

Hospital de Emergencias José Casimiro Ulloa, utilizando TC torácica 

interpretada por radiólogo torácico experto como gold standard? 

II. INTRODUCCION 

La radiografía de tórax constituye el estudio imagenológico más utilizado a nivel 

mundial para la evaluación del tórax, debido a su amplia disponibilidad y bajo 

costo. Sin embargo, su rendimiento diagnóstico es limitado, ya que presenta baja 

sensibilidad y especificidad, lo que exige un alto nivel de conocimiento y 

entrenamiento para su adecuada interpretación (1, 2). Esta exigencia se acentúa 

ante la presencia de errores técnicos durante la adquisición de la imagen, los 

cuales pueden comprometer significativamente la calidad y precisión de la 

evaluación (3, 4). 

Por su parte, la tomografía computarizada (TC) de tórax es considerada la 

técnica de imagen de elección para múltiples patologías pulmonares, al ofrecer 

una excelente resolución espacial y de contraste. Esto permite una 

caracterización morfológica detallada y una localización precisa de diversas 

lesiones y alteraciones estructurales (5). 

En la actualidad, la demanda de estudios por imágenes ha experimentado un 

notable incremento, impulsada en gran medida por el envejecimiento 

poblacional. Este fenómeno, sumado a las limitaciones en la formación y 

disponibilidad de nuevos especialistas, ha generado un desequilibrio entre la 

oferta y la demanda de servicios radiológicos (6-8), situación que contribuye al 

desarrollo de fatiga y síndrome de burnout en los profesionales (9). Ante este 

panorama, la automatización en la interpretación de estudios de imagen 

normales mediante Inteligencia Artificial (IA) surge como una estrategia potencial 

para disminuir la carga laboral de los radiólogos (10). 

Diversos autores señalan que la IA puede impactar positivamente en la práctica 

radiológica, gracias a su capacidad para integrar grandes volúmenes de datos y 

ofrecer herramientas que facilitan el análisis cuantitativo, la ejecución de tareas 

repetitivas y la detección automática de hallazgos anormales (11-15). Esto no 

solo optimiza el tiempo de interpretación de un estudio (16), sino que, como 

demostraron Dyer et al., un algoritmo de deep learning logró clasificar como 

normales el 15% de las radiografías de tórax con una precisión del 97,7% y una 

tasa de error del 0,33% (17). Asimismo, la IA presenta un valor adicional en la 

educación y entrenamiento de médicos residentes (18, 19). 

Se han llevado a cabo múltiples investigaciones con el objetivo de determinar la 

precisión diagnóstica de la IA en la interpretación de radiografías de tórax. En 

general, los resultados reportan altos niveles de sensibilidad y especificidad, 

tanto para la detección inicial de anormalidades como para la identificación de 

cambios en estudios de seguimiento (20, 22). 
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No obstante, ciertos estudios han evidenciado que la sensibilidad de la IA puede 

ser inferior a la de los radiólogos cuando se trata de hallazgos de pequeño 

tamaño, mientras que su especificidad disminuye en radiografías obtenidas en 

proyección anteroposterior (23). 

En este contexto, algunos autores destacan la utilidad del deep learning y la IA 

como herramientas de tamizaje y triaje, especialmente en entornos como el 

departamento de emergencias, donde la alta sensibilidad permite agilizar el flujo 

de trabajo al filtrar previamente las radiografías normales antes de la revisión por 

parte del radiólogo (24, 25) 

En relación con los errores, se ha documentado que la tasa de estudios 

anormales clasificados erróneamente como normales por la IA es igual o incluso 

menor que la observada en radiólogos. Sin embargo, se enfatiza que el rol del 

radiólogo va más allá de la mera interpretación de imágenes, ya que implica 

integrar la información clínica y el contexto particular de cada paciente (26). 

III. JUSTIFICACION 

La IA es una tecnología emergente con el potencial de asistir en la detección 

automática de anormalidades en radiografías de tórax. Según investigaciones, 

esta puede alcanzar niveles elevados de sensibilidad y especificidad, lo que la 

posiciona como una posible herramienta de apoyo para el triaje inicial, 

especialmente en servicios de emergencia, y como medio para reducir la carga 

de trabajo de los radiólogos. 

Sin embargo, los resultados reportados en la literatura aún son variables, 

además, la IA no sustituye la capacidad humana de integrar la información clínica 

del paciente al momento de emitir un juicio diagnóstico. 

En este contexto, se justifica la realización de un estudio que evalúe de manera 

sistemática la sensibilidad y especificidad de la IA para detectar anormalidades 

en radiografías de tórax y la compare con la de médicos radiólogos, así como 

con el gold standard, la TC de tórax. Se busca contribuir al cuerpo de evidencia 

científica disponible, permitiendo valorar de forma crítica el papel real de la IA en 

el entorno clínico, particularmente en contextos con alta demanda asistencial y 

recursos limitados. 

IV. OBJETIVOS E HIPOTESIS 

 

1. Objetivo general 

Determinar la sensibilidad y especificidad de la IA Chester v3.2 para la detección 

de anormalidades en Rx de tórax, utilizando TC torácica como gold standard. 

2. Objetivos específicos 

Comparar la sensibilidad y especificidad de la IA y de Médicos Radiólogos para 

la detección de patología por Rx de tórax. 
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Determinar la tasa de falsos positivos y falsos negativos de la IA en la 

interpretación de Rx de tórax. 

 

3. Hipótesis 

La Inteligencia Artificial es igual o más sensible y menos específica que los 

radiólogos para la detección de anormalidades en radiografías de tórax. 

V. MATERIAL Y METODOS 

 

1. Diseño del estudio 

Estudio analítico, observacional, de corte longitudinal de tipo retrospectivo, con 

enfoque de precisión diagnóstica, orientado a evaluar el desempeño del 

algoritmo de inteligencia artificial Chester v3.2 en la detección de anormalidades 

en radiografías de tórax, siguiendo las recomendaciones de la guía STARD 2015 

para el diseño y reporte de estudios de precisión diagnóstica (27).  

2. Población y muestra 

Población de estudio: pacientes mayores de 18 años atendidos en el servicio de 

emergencia u hospitalizados en el Hospital de Emergencias José Casimiro Ulloa 

y que cuenten con radiografías de tórax y TC de tórax sin o con contraste, con 

un intervalo no mayor de 24 horas entre ambos tipos de estudio. 

3. Criterios de inclusión 

- Pacientes mayores de 18 años con radiografía de tórax digital en proyección 

posteroanterior, anteroposterior y/o lateral y que cuenten con TC torácica sin o 

con contraste adquirida posteriormente en un intervalo no mayor de 24 horas.  

4. Criterios de exclusión 

- Imágenes de baja calidad o con artefactos que limiten la interpretación. 

- Pacientes con estudios incompletos. 

- Pacientes menores de edad. 

5. Tamaño de muestra 

Se realizará un muestreo no probabilístico por conveniencia. Se analizarán todas 

las imágenes correspondientes a los estudios previamente descritos, obtenidas 

de pacientes atendidos en el servicio de emergencia o en las distintas áreas de 

hospitalización del Hospital de Emergencias José Casimiro Ulloa durante el 

período de enero a marzo de 2025, constituida la muestra por 348 radiografías 

elegibles, analizándose la totalidad de los registros disponibles (N = 348).  

El tamaño de la muestra se calculó mediante el método de Buderer, siguiendo el 

esquema propuesto por Akoglu para estudios de exactitud diagnóstica. Este 

enfoque permite estimar el número mínimo de casos requeridos para evaluar la 

sensibilidad y la especificidad con aproximación normal (intervalo de confianza 
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del 95 % y margen de error absoluto de ±5 %) (28), con posterior ajuste por 

prevalencia para obtener el tamaño total requerido. La fórmula empleada fue la 

siguiente:  

𝑛 =

𝑍
1−

𝛼
2

2 ∗ 𝜌(1 − 𝜌)

𝑑2
 

Donde: 

 Z = 1,96 (IC95%) 

 d = 0,05 

 p = Corresponde a la sensibilidad (Se) o especificidad (Sp) esperadas 

En el método de Buderer se adopta el mayor de los tamaños de muestra 

requeridos para sensibilidad y especificidad, ajustándose posteriormente el 

tamaño total por la prevalencia esperada (Prev) según las siguientes fórmulas: 

𝑁𝑆𝑒 =  
𝑛𝑆𝑒

𝑃𝑟𝑒𝑣
 ,      𝑁𝑆𝑝 =  

𝑛𝑆𝑝

1 − 𝑃𝑟𝑒𝑣
 ,  

Para los valores esperados de sensibilidad y especificidad se basaron en un 

metaanálisis reciente sobre el desempeño de sistemas de inteligencia artificial 

aplicados a radiografías de tórax (Se = 0,88 y Sp = 0,90) (29). La prevalencia se 

estimó a partir de un estudio multicéntrico de cohorte diagnóstica (n = 6006), que 

reportó 3337 pacientes con al menos un tipo de lesión, equivalente a una 

prevalencia de 0,556 (30). Aplicando estos valores se calcularon tamaños 

muestrales mínimos de Se = 163 y Sp = 139. Tras el ajuste por prevalencia se 

obtuvo un tamaño mínimo total requerido de 313 (Nse = 294 y Nsp = 313). Dado 

que la población accesible es N = 348 radiografías, se considera que esta 

muestra es suficiente para estimar la sensibilidad y la especificidad con la 

precisión aproximada establecida. 

6. Procedimiento 

 

6.1. Selección de casos: Se revisarán bases de datos institucionales para 

identificar pacientes que cumplan con los criterios de inclusión. 

 

6.2. Adquisición de imágenes: Se recopilarán las radiografías de tórax y 

tomografías torácicas correspondientes a cada paciente. 

 

6.3. Evaluación por IA: Las radiografías serán analizadas por una 

herramienta de IA gratuita (Chester the AI Radiology Assistant versión 3.2), 

entrenada para la detección de anormalidades torácicas, se utilizará una 

clasificación dicotómica de normal o anormal (corte predefinido >50% de 

probabilidad) y se registrará qué tipo de anormalidad es detectada. 

 

6.4. Interpretación por radiólogos: Dos radiólogos con experiencia ≥ 5 años 

evaluarán de manera independiente las mismas radiografías, usando el 

software Radiant para visualizar las imágenes, cegados al resultado de la IA, 
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información clínica y los hallazgos tomográficos. En caso de discrepancia, 

se recurrirá a un tercer radiólogo especialista en imágenes torácicas y se 

registrará los hallazgos encontrados por este. 

 

6.5. Estándar de referencia: La tomografía computarizada de tórax será 

interpretada por un radiólogo especialista en imágenes torácicas, cegado al 

resultado de la IA, información clínica y la radiografía, usando el software 

Radiant para visualizar las imágenes, y sus hallazgos se considerarán el 

estándar de referencia. 

 

6.6. Comparación y análisis: Se compararán los resultados de la IA con los 

hallazgos en TC (para determinar sensibilidad y especificidad), así como con 

la interpretación radiográfica humana (para valorar concordancia). 

 

7. Variables 

 

Variable 
Definición 
conceptual 

Definición 
operacional 

Dimensió
n 

Indicador 
Escala 

de 
medición 

Instrumento 
de medición 

Prueba 
índice 

IA Chester 
v3.2 

Porcentaje de 
casos 

positivos y 
negativos en 

TC que 
también son 
identificados 

como 
positivos y 

negativos por 
Chester en 

Rx, 
respectivame

nte. 

Capacidad 
diagnóstic

a 

Sensibilida
d 

Proporcio
nal (0-
100%) 

Matriz de datos 
con resultados 
de IA y TC 

Especificid
ad 

Proporcio
nal (0-
100%) 

Matriz de datos 
con resultados 
de IA y TC 

Comparad
or 

Radiólogos 

Porcentaje de 
casos 

positivos y 
negativos en 
TC que son 

también 
identificados 

por 
radiólogos en 

Rx, 
respectivame

nte. 

Capacidad 
diagnóstic

a 

Sensibilida
d 

Proporcio
nal (0-
100%) 

Matriz de datos 
con resultados 
de radiólogos y 
TC 

Especificid
ad 

Proporcio
nal (0-
100%) 

Matriz de datos 
con resultados 
de radiólogos y 
TC 

Gold 
Standard 

TC de tórax 

Hallazgos en 
TC de tórax 
interpretados 
por radiólogo 
experto 

Normalida
d 

Normal 
Nominal 
dicotómic
a 

Matriz de datos 
con resultados 
de TC 
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Anormal 

Concordan
cia 
diagnóstic
a entre IA y 
radiólogos 

Grado de 
acuerdo 
entre la IA 
y los 
radiólogos 
en la 
identificació
n de 
hallazgos. 

Porcentaje de 
coincidencias 
entre IA y 
radiólogos. 
Se puede 
usar el índice 
kappa para 
evaluar 
concordancia 
beyond 
chance. 

Concordan
cia 

Concordan
cia global o 
kappa 

Proporcio
nal (%) o 
estadístic
o Kappa 

Matriz cruzada 
IA vs 
radiólogos 

 

 

8. Análisis estadístico 

Se construirá una tabla de contingencia 2×2 para estimar, respecto del estándar 

de referencia, la sensibilidad, especificidad, valor predictivo positivo, valor 

predictivo negativo, razón de verosimilitud positiva y razón de verosimilitud 

negativa de Chester v3.2 y de la lectura radiológica por consenso. Para todas las 

medidas de exactitud diagnóstica se calcularán intervalos de confianza al 95% 

mediante el método de Wilson. La comparación pareada entre Chester v3.2 y la 

lectura radiológica por consenso se realizará con la prueba de McNemar, 

evaluando por separado la sensibilidad en el subgrupo con TC anormal y la 

especificidad en el subgrupo con TC normal. La concordancia entre los 

radiólogos se estimará con el coeficiente kappa de Cohen y, de forma 

complementaria, se evaluará la concordancia entre Chester v3.2 y la lectura 

radiológica por consenso. Adicionalmente se calculará el índice de Youden y la 

curva ROC para valorar el rendimiento diagnóstico de la IA. El análisis se 

realizará en SPSS y se considerará estadísticamente significativo un valor de p 

< 0,05. 

VI. ASPECTOS ETICOS 

 

Dado que se utilizarán datos e imágenes de manera retrospectiva y anonimizada, 

se prescindirá del consentimiento informado, según normativa local. Asimismo, 

los radiólogos revisores solo tendrán acceso a las imágenes, sin información 

personal o clínica. 

Se elaborará una solicitud formal a la Oficina de Apoyo a la Docencia e 

Investigación del Hospital de Emergencias José Casimiro Ulloa para obtener su 

autorización para el acceso a las imágenes alojadas en el PACS (Sistema de 

archivado y comunicación de imágenes). 

Las imágenes serán almacenadas en la nube, por Google Drive, siendo 

únicamente accesibles por los investigadores y los radiólogos revisores, y se 

conservarán durante el tiempo de recolección y análisis de datos, siendo 

eliminadas después de este. 
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El presente trabajo de investigación será presentado al comité de ética de la 

Universidad, para su aprobación. 

 

VII. LIMITACIONES DEL ESTUDIO 

 

● Variabilidad interobservador entre radiólogos. 

● Limitación de la IA en la identificación de hallazgos complejos o sutiles, 

dado que está entrenada sobre un conjunto limitado de hallazgos y puede 

tener dificultades con lesiones poco frecuentes o atípicas, como pequeños 

nódulos o patrones intersticiales finos. 

● Calidad variable de las radiografías, factores técnicos como la rotación, 

mala inspiración, artefactos o subexposición pueden dificultar la 

interpretación. 

● Uso de un solo software IA: el estudio evalúa únicamente a Chester, por 

lo que los hallazgos no son extrapolables a otras IAs radiológicas más 

avanzadas o especializadas. 

● Sesgo de verificación: dado que solo se incluyen pacientes que cuentan 

con TC torácica. 

● Sesgo de espectro: dado que los pacientes con TC torácica suelen 

presentar patología más compleja. 

● La consideración de la TC torácica interpretada por Radiólogo 

experimentado como gold standard, siendo que esta es una prueba sujeta 

a interpretación subjetiva y, por tanto, a error humano. 

 

VIII. CRONOGRAMA DE TRABAJO 
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IX. PRESUPUESTO 

Ítem Detalle Costo estimado 
(PEN) 

Infraestructura tecnológica   

Almacenamiento en la nube Google Drive (100 GB x 
12 meses) 

S/. 63.9 

Impresiones y papelería   

Impresión de documentos (50 
hojas) 

S/. 0.30 por hoja S/. 15 

Útiles (folder, lapiceros, etc.) Carpetas, lapiceros S/. 10 – 20 

Software y análisis   

Chester IA Gratuito (open-source) S/. 0 

IBM SPSS Licencia € 87.67 

Radiant Licencia por 3 meses para 
2 computadoras 

€ 20.00 

Misceláneos y 
contingencias 

  

Gastos adicionales Transporte, reuniones, 
respaldos USB 

S/. 30 – 50 

TOTAL  S/. 564 - 594 

 

  

Mayo 
2025: 

búsqued
a 

bibliográ
fica

Junio-
Julio 

2025: 
redacció

n del 
proyecto

Agosto 
2025: 

aprobaci
ón del 

proyecto

Septiemb
re 2025: 
recopilac

ión de 
imágenes

Octubre-
Diciembr
e 2025: 

interpret
ación por 

IA y 
radiólogo

s

Enero-
Marzo 
2026: 

análisis 
de los 
datos

Abril-
Junio 
2026: 

redacció
n de 

resultado
s y 

conclusio
nes
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XI. ANEXOS 

 

ANEXO N°1 
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ANEXO N°2: DIAGRAMA DE FLUJO STARD 

 

Radiografías disponibles 

 

 

Radiografías evaluadas para inclusión 

 

Excluidas por baja calidad, estudios incompletos 

 

 

Radiografías incluidas en el análisis 

 

 

Interpretadas por IA (Chester)     Interpretadas por radiólogos 
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ANEXO N°3: INSTRUMENTO DE RECOLECCION DE DATOS 

 

# DE HISTORIA CLINICA: 

TIPO DE ESTUDIO: 

 Rx posteroanterior  

 Rx anteroposterior 

 Rx lateral 

HALLAZGOS PATOLOGICOS EN RX: 

 Chester Radiólogo #1 Radiólogo #2 

Atelectasia    

Consolidación    

Efusión pleural    

Cardiomegalia    

Neumotórax    

Nódulo    

Masa    

Fibrosis    

Enfisema    

 

HALLAZGOS PATOLOGICOS EN TC: 

Atelectasia  

Consolidación  

Efusión pleural  

Cardiomegalia  

Neumotórax  

Nódulo  

Masa  

Fibrosis  

Enfisema  
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